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 چکیده

با . کندهای حمل و نقل هوشمند، نقش مهمی در نظارت بر وضعیت ترافیک ایفا میپیش بینی ترافیک، به عنوان بخش مهمی از سیستم

ر روی همچنان پژوهشی باند، های یادگیری عمیق انجام دادهبینی سرعت ترافیک را با مدلتوجه به اینکه بسیاری از مطالعات کار پیش

عالی  زمانی و عملکرد-با توجه به تأثیرات مهم عوامل مکانی همچنینهای مختلف انجام نشده است.بین سرعت ترافیک در فصلپیش

های های عصبی یادگیری عمیق که ویژگیهای زمانی، در این مقاله، یکی از شبکه( در زمینه تحلیل سریRNNهای عصبی بازگشتی )شبکه

های مورد استفاده در کنند، پیشنهاد شده است. دادههای زمانی متوالی را ترکیب می( در دادهFI_GRUحد بازگشتی گیتی تزریقی )وا

این پژوهش از شبکه تجسم و ارزیابی فعال در شهر سیاتل ایالت متحده بدست آمده است. این پژوهش سه فصل بهار، تابستان و پاییز 

دقیقه، ۵در سه گام زمانی  SVMو یک مدل کم عمق  BiLSTMو  ConvLSTMو  GRUو LSTMق شامل و چهار مدل یادگیری عمی

ی های مختلف اختلافی چشمگیرمدل پیشنهادی در فصل دهد،دقیقه باهم مقایسه کرده است، نتایج این تحقیق نشان می ۱۵دقیقه و۱۰

، نتایج دیگرنشان  اندهای مختلف اختلاف قابل توجه نداشته، در فصل SVMنداشته است، و همچنین چهار مدل یادگیری عمیق ومدل 

کند، با توجه به نتایج بدست آمده دقت شود خطاها بیشتر و دقت مدل کاهش پیدا میهای زمانی بیشتر میدهد هرچه بازه گاممی

پیشنهادی نسبت به  درصد بیشتر است، و دقت مدل۵۲/۰(BiLSTM) نسبت به کمترین دقت مدل یادگیری عمیق FI-GRU مدل 

دقیقه  ۵بینی سرعت ترافیک در گام زمانی درصد بیشتر است و همچنین مدل پیشنهادی برای پیش۲۴/۱ (SVM) عمقمدل کم

 درصد بهتر عمل کرده است.۴۴/۱

 LSTMهای ،شبکه GRUهای بینی سرعت ترافیک ، یادگیری عمیق ، شبکهپیش :های کلیدیواژه

mailto:mansour@kntu.ac.ir


 حسینلوعماد توکلی، منصور حاجی

1402(/ پاییز 58ونقل/ سال پانزدهم/ شماره اول )فصلنامه مهندسی حمل  

3370 

 مقدمه .1

پیش بینی ترافیک به عنوان بخش مهمی از سیستم حمل و نقل 

، نقش بزرگی در هدایت سفر و مدیریت حمل و نقل 1هوشمند

[. در تئوری جریان Song et al.2018کند ]و غیره ایفا می

ترافیک، معمولاً از سه پارامتر حجم، سرعت و چگالی برای 

تواند شود. هر پارامتر میتعریف کمی جریان ترافیک استفاده می

وضعیت عملیاتی جریان ترافیک را از دیدگاهی خاص تعریف 

کند و شامل رویه تغییر الگوی جریان ترافیک و قانون عملیات 

عت جریان ترافیک که نشان دهنده میانگین است. در این بین، سر

سرعت تمامی وسایل نقلیه در یک بازه زمانی مشخص شده 

ها تبدیل شده است به این دلیل که قادر است، به کانون پژوهش

است وضعیت حرکت وسایل نقلیه را منعکس کند و احساسات 

 Cheng]ذهنی شرکت کنندگان در ترافیک را مستقیماً بیان کند. 

et al.2022, Qu et al.2021, Bin and Lin.2022] 
قسیم توان به دو نوع تبه طور کل، پیش بینی جریان ترافیک را می

دقیقه را  15کرد: پیش بینی کوتاه مدت، که پیش بینی کمتر از 

ترافیک را  بینی جریانبینی بلندمدت، که پیشکند. و پیشبیان می

ر از چند روز انجام ساعت یا حتی بیشت 1دقیقه تا  15در بازه 

دهد. سرعت جریان ترافیک، بر خلاف حجم جریان ترافیک می

های زمانی کوتاهی در نوسان کند و در بازهبه شدت تغییر می

است. میانگین سرعت بلندمدت عموماً یک میزان ثابت است که 

برای مدیریت کردن سیگنال ترافیک و برنامه ریزی سفر شخصی 

اه راین، پژوهشگران بیشتر به پیش بینی کوتزیاد معنی ندارد. بناب

 مدت سرعت توجه دارند. 

سرعت جریان ترافیک با شرایط جاده و وضعیت وسایل نقلیه 

مستقیماً ارتباط دارد که ممکن است تحت تأثیر عوامل زیادی 

باشد. به عنوان مثال، عوامل انسانی )به عنوان مثال اقدامات 

(، [Liu and Sharma.2006]نظارتی و رویدادهای مهم 

 Xu et]عوامل عینی )مانند شرایط محیطی وآب و هوایی 

al.2018] (، عوامل تصادفی )مانند حوادث ترافیکی و بلایای

(، و غیره. این عوامل [Cetin and Comert.2006]طبیعی 

آیند، بنابراین بازتولید و تأثیرگذار عموماً باهم به وجود می

یک به صورت علمی مشکل توصیف الگوی سرعت جریان تراف

 است. 

بینی جریان ترافیک آینده از پایه ارزیابی و شناسایی الگوهای پیش

های موجود رایج یادگیری جریان ترافیک آینده است. روش

های جریان ترافیک، برای رسیدن به عمیق شامل استفاده از داده

تخمین دقیق حالت جریان ترافیک آینده است، تا در هر نقطه از 

ینی بمان پارامترهای جریان ترافیک به دست آید. برای پیشز

ها پیش نیاز هستند. در فواصل زمانی ها و دادهجریان ترافیک مدل

های ترافیکی تاریخی دقیقه و غیره داده 10دقیقه،  5مختلف 

شوند که نسبتاً آسان بدست معمولاً به ترتیب سازماندهی می

عات عوامل تأثیرگذار دیگر که آیند. با این وجود، اغلب اطلامی

باعث اختلالات غیرعادی و نوسانات تصادفی در جریان ترافیک 

 شوند، وجود ندارند. می

های های اضافی زیادی، هنگام جمع آوری دادههمیشه داده

ترافیکی مانند مکان، منبع، نوع داده، شرایط آب و هوا، زمان و 

ای اضافی، در این هسایر اطلاعات وجود دارد. تمام این داده

شوند. های ویژگی نامیده میای یا دادههای زمینهمقاله، داده

 ها ذخیرههای جریان ترافیک بیشتر این دادههرچند همراه با داده

های وضعیت ها خصیصه اساسی دادهشوند، اما همه آننمی

ها ها را تغییر داد. آنتوان پس از تولید آنترافیک هستند و نمی

های ترافیک وجود دارند و بخشی جدایی دوره عمر دادهدر کل 

 های جریان ترافیک هستند. ناپذیر از داده

توان به دو گروه تقسیم کرد. یکی ای را میهای زمینهاین داده

های متنی ثابت، مانند مصالح روسازی، درجه جاده، نوع داده

نی لای در مدت زمان طودستگاه و غیره است که تغییر قابل توجه

های زمینه پویا مانند سال، فصل، نخواهد داشت. نوع دیگر، داده

ی هفته، تعطیلات، تاریخ، زمان و غیره است که به طور قابل توجه

های بافت ثابت کنند. اگرچه دادهدر طول دوره مشاهده تغییر می

ند، اما گذارنسبتاً پایدار هستند و بر جریان ترافیک تأثیر می

های ترافیک را ایجاد کنند، یرات شدید در دادهتوانند تغینمی



 (RNNهای عصبی بازگشتی )مدت سرعت ترافیک با استفاده از شبکهبینی کوتاهپیش

1402(/ پاییز 58ونقل/ سال پانزدهم/ شماره اول )فصلنامه مهندسی حمل  

3371 

ی ایفا توانند نقش مهمبینی جریان ترافیک نمیبنابراین در پیش

ها ترافیکی تولید ای پویا همواره با دادههای زمینهکنند. داده

شوند و دارای ویژگی زمانی قدرتمندی هستند. از آنجایی که می

ای وجود دارد، ر دورهها چندین تغییهای مختلف آندر مقیاس

ها بر الگوی جریان ترافیک تأثیر بیشتری دارند و این داده

توانند در پیش بینی جریان ترافیک به عنوان عوامل مهم در می

 نظر گرفته شوند. 

شتی های عصبی بازگدر این مقاله، با توجه به عملکرد عالی شبکه

 –ی های زمانی و اهمیت عوامل مکاندر حوزه پردازش سری

مدت سرعت ترافیک یک مدل واحد بینی کوتاهزمانی، برای پیش

است. ابتدا، ( پیشنهاد شدهGRU-FI) 2بازگشتی گیتی تزریقی

هی دهای تاریخی زدایش و به ترتیب با طول ثابت سازمانداده

های برای یادگیری ویژگی GRUاند و یک شبکه بازگشتی شده

است. در همان زمان،  توالی الگوی جریان ترافیک ایجاد شده

 3های زمانی به یک رمزگذار خودکار پراکندهای سریعوامل زمینه

ای و یادگیری، و نمایش انتزاعی های زمینهبرای گسترش ویژگی

سطح بالا از عوامل زمینه، وارد شدند. در نهایت، یک سازوکار 

های دنباله یافته به ویژگیهای گسترشترکیبی برای تزریق ویژگی

 کننده برایبینیهای پیوند خورده به پیشوراندن ویژگیو خ

 بینی چگونگی ترافیک آینده مورد بررسی قرار گرفت. پیش

ای برای مقدمه 1سازماندهی این مقاله به شرح زیر است. بخش 

ادبیات و کارهای مرتبط را  2بینی سرعت ترافیک. بخش پیش

 4د. بخش دهروش پژوهش را ارائه می 3کند. بخش مرور می

مطالعه موردی و تجزیه و تحلیل نتایج است. در نهایت، در بخش 

 نتیجه گیری و کارهای آتی آورده شده است. 5

 های مرتبطادبیات و کار .2

ریان های پیش بینی جبا توجه به مبانی اولیه و پیاده سازی، روش

توان تقریبا به رویکردهای تحلیلی و رویکردهای ترافیک را می

 داده محور تقسیم کرد. 

های توان به روش هیبریدی، روشرویکردهای داده محور را می

 هایهای غیرپارامتری تقسیم کرد که در روشپارامتری و روش

و  4ی: مدل میانگین متحرک یکپارچه رگرسیون خودکارپارامتر

های های غیر پارامتری: مدلمدل فیلتر کالمن و در روش

، 6، یادگیری ماشین5ترین همسایهنزدیک Kهای عصبی، شبکه

هستند.  9های بیزی، شبکه8، ماشین بردار پشتیبانی7یادگیری عمیق

، و رویکردهای تحلیلی شامل سه رویکرد، ماکروسکوپی

 باشند. میکروسکوپی و مزوسکوپی می

یرد، گمدل سری زمانی که به طور گسترده مورد استفاده قرار می

ین شود، میانگجنکینز نیز شناخته می-که به عنوان مدل باکس

متحرک یکپارچه رگرسیون خودکار است. احمد و کوک از مدل 

 جنکینز در زمینه پیش بینی جریان ترافیک استفاده کردند-باکس

[Kumar and Vanajakshi.2015و مدل ] های مختلفی

جنکینز فصلی بر روی این مبانی استخراج شد. -مانند باکس

های پیش بینی مبتنی بر تئوری آماری و ریاضیات ساده و روش

های سازی هستند، اما بیشتر مدل ها، مدلآسان برای پیاده

ه دارد و دپارامتری هستند. تنظیم پارامترها فرآیند بسیار پیچی

توان آن را با شرایط عملکرد آنلاین آن ضعیف است. فقط می

عملیاتی نسبتاً پایدار برای پیش بینی جریان ترافیک اعمال کرد و 

 مقابله با نوسانات تصادفی و پیچیده جریان ترافیک دشوار است. 

ریان بینی جبا بهبود مستمر نظریه هوش مصنوعی، برای پیش

های یادگیری ماشین استفاده از الگوریتمترافیک تعداد زیادی 

[، Yin et al.2016شده است، مانند ماشین بردار پشتیبان ]

[، مدل تصادفی Alajali et al.2018] 10درخت تصمیم

[Zhang et al.2020] ،kترین همسایه ]نزدیکKuang et 

al.2018های رگرسیون غیرخطی مختلف، شبکه عصبی [، مدل

های توانند قابلیتای یادگیری ماشین میهکم عمق و غیره. روش

 هایتواند جریانقدرتمند تقریب غیرخطی را ارائه دهند، که می

مدت را به بهترین شکل با تصادفی قوی منطبق ترافیکی کوتاه

 Lippi, Bertini, andکند و بهتر ارائه دهد. لیپی و همکاران ]

Frasconi.2013بینی موجود را های مختلف پیش[ مدل

ن های یادگیری ماشیمقایسه کردند و به این نتیجه رسیدند روش

های آماری ریاضی کلاسیک برتر هستند اغلب نسبت به روش



 حسینلوحاجیعماد توکلی، منصور 

1402(/ پاییز 58ونقل/ سال پانزدهم/ شماره اول )فصلنامه مهندسی حمل  

3372 

[Jiang et al.2016با این وجود، از آنجایی که روش .] های

های کم عمقی هستند و بدون یادگیری ماشین، بیشتر معماری

های ترافیک تر هستند، بین دادههای نمایش عمیققابلیت

نی بیهای پیشاستخراج روابط انتزاعی عمیق برای اکثر مدل

ها یادگیری ماشین دشوار است. در عین حال، بسیاری از الگوریتم

ها به تنظیم دستی پارامتر زمان زیادی را نیاز دارند که این روش

 کند. را برای کاربرد عملی محدود می

 Hinton  andهیتون و سالاخودینوف ]

Salakhutdinov.2006 های ، با آموزش شبکه2006[ در سال

عصبی چند لایه بردارهای ورودی با ابعاد بالا را بازسازی کردند 

های عصبی و همچنین برای حل مشکل آموزش پارامتر شبکه

سازی لایه به لایه را ارائه کردند. یک روش آموزش اولیه 11عمیق

ز شد. یادگیری عمیق از آن زمان، دوره جدید یادگیری عمیق آغا

های یک شبکه عصبی کم عمق است. در اصل گسترش تعداد لایه

ها بیشتر ناشی از قابلیت انتزاع و نمایش غیرخطی این روش

ها به شبکه عصبی عمیق است. به عنوان مثال، افزایش تعداد لایه

های رگرسیون [ لایهHuang et al.2014هوانگ و همکاران ]

را برای پیش بینی جریان  12های باور عمیقای و شبکهچند وظیفه

ترافیک و برای ارائه یک معماری عمیق ترکیب کرد. اِلوی و 

-[ با در نظر گرفتن همبستگی مکانیLv et al.2014همکاران ]

بینی جریان ترافیک یادگیری عمیق را زمانی یک روش پیش

های عمومی ترافیک از پیشنهاد کرد و برای یادگیری ویژگی

بینی استفاده کرد. نتایج پیش 13ایذار خودکار پشتهرمزگ

شده نسبت به مدل شبکه عصبی پس انتشار کم عمق و گزارش

 Zhang etماشین بردار پشتیبانی برتر است. ژانگ و همکاران ]

al.2019ها عصبی [ بر اساس چارچوب یادگیری عمیق شبکه

اد بینی جریان ترافیک را پیشنهمدت پیشیک مدل کوتاه 14پیچشی

های [ ویژگیQu et al.2021کرد. لیچینگ و همکاران ]

 های زمانی متوالی را ترکیبهای عصبی بازگشتی که دادهشبکه

، در 15های عصبی بازگشتیکند با توجه به عملکرد عالی شبکهمی

-مل مکانیهای زمانی و تأثیرات مهم عوازمینه تحلیل سری

 زمانی، پیشنهاد کردند. 

های های سری زمانی، مدلخود جریان ترافیک با توجه به ویژگی

انی به های زمها عصبی بازگشتی متمرکز بر پردازش سریشبکه

د. ها عمیق هستنترین مدلترین و مورد علاقهطور طبیعی محبوب

[ یک معماری حافظه کوتاهMa et al.2015ایولی و همکاران ]

پیشنهاد کرد که در طول انتشار برگشتی بر مشکل  16مدت طولانی

کند و به ای غلبه میکاهش خطای واحد حافظه شبکه چرخه

مدت برتری دارد. به طور موثر های زمانی وابستگی طولانیسری

ند. تواند دینامیک ترافیک غیرخطی را ثبت کبینی میتوانایی پیش

بینی واند بهترین عملکرد پیشتمدت طولانی میمدل حافظه کوتاه

بینی های رایج پیشرا از نظر دقت و پایداری را با مقایسه با روش

های زمانی مانند مدل میانگین متحرک یکپارچه رگرسیون سری

خودکار و ماشین بردار پشتیبانی به دست آورد. تیان و همکاران 

[Tian et al.2018که از هموارسازی زمان چند مقیاسی برای ] 

ری کرد یک روش یادگیهای از دست رفته استفاده میاستنتاج داده

مبتنی بر حافظه بلند مدت و کوتاه مدت پیشنهاد کرد و 

مدت های پیش بینی را از طریق مدل حافظه کوتاهباقیمانده

[ برای Zhao et al.2017طولانی آموخت. ژائو و همکاران ]

نقل یک وم حملزمانی در سیست-در نظر گرفتن همبستگی مکانی

 های حافظه بلندمدت وبینی جریان مبتنی بر شبکهمدل پیش

مدت مدت پیشنهاد کرد و تأیید شد که مدل حافظه کوتاهکوتاه

های باور عمیق، تابع پایه شعاعی و غیره طولانی نسبت به شبکه

 تواند عملکرد بهتری داشته باشد. دگی چن و همکارانمی

[Chen et al.2022برای اس] تخراج سریع یک سری از

یک مدل شبکه  17های ماشین شناورپارامترهای ترافیکی از داده

 مدت طولانی ارائه دادند.های حافظه کوتاهجدید مبتنی بر شبکه

-های مکانیبینی، ویژگیسرعت ترافیک را برای بهبود دقت پیش

زمانی در نظر گرفتند )یعنی میانگین سرعت تاریخی، سرعت 

 ایین دست و غیره(. بالادست و پ
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محققان توجه بیشتری به این مدل با توجه به عملکرد عالی 

های زمانی، معطوف مدت در سریهای عصبی حافظه کوتاهشبکه

های بهبود یافته زیادی را توسعه اند و بر این اساس مدلکرده

 18مدت طولانی پیچشیاند. به عنوان مثال، مدل حافظه کوتاهداده

های زمانی با ترکیب ویژگی-های مکانیویژگی برای استخراج

 Ma etهای عصبی بازگشتی ]ها عصبی پیچشی و شبکهشبکه

al.201819[، مدل واحد بازگشتی گیتی  [Dai, Ma and 

Xu.2019مدت طولانی ساده شده، [ بر اساس مدل حافظه کوتاه

 ,Saleh] 20مدت طولانی دو جهتهو مدل حافظه کوتاه

Hossny, and Nahavandi.2019 برای استخراج ویژگی ]

های های زمانی از هر دو جهت منفی و مثبت و غیره. مدلسری

بدیل های تتوانند از طریق دنبالهبینی یادگیری عمیق میپیش

راج ها را استخهای با ابعاد بالا دادهغیرخطی نیمه وابسته ویژگی

ها را یاد رتوانند روابط غیر ثابت و غیر خطی بین متغیکنند و می

تواند به نتایج خوبی در اغلب کاربردهای عملی بگیرند. که می

 دست یابد. 

[ Abduljabbar, Dia and Tsai.2021رسل و همکاران ]

مدت طولانی دو جهته با های حافظه کوتاهبا استفاده از مدل

رای شده بسازی میکرو کالیبرههای یک مدل شبیهاستفاده از داده

سازی اکم در ملبورن، استرالیا و با استفاده از شبیهیک آزادراه متر

ک بینی ترافیهای آینده از جمله سرعت، جریان و اشغال پیشداده

 دهد، مدلاند، نتایج این تحقیق نشان میمدت را انجام دادهکوتاه

های برای مدت طولانی دو جهته از سایر مدلحافظه کوتاه

 کند. یبینی بهتر عمل مهای مختلف پیشافق

[ یک استراتژی مبتنی Cheng et al.2022چنگ و همکاران ]

و مدل واحد بازگشتی گیتی  21بر ماشین تقویت کننده گرادیان نور

های هایی برای بهبود توانایی بیان ویژگیبرای ایجاد ویژگی

این  کند، نتایجبینی جریان ترافیک ایجاد میمحدود برای پیش

ای توجه های قابلپیشنهادی پیشرفتکند که مدل تحقیق بیان می

 در دقت و عملکرد هر جزء داشته است. 

سازی گراف [ یک روش بهینهBin and Lin.2022بین و لین ]

را  22شبکه عصبی پیچشی با مدل واحد بازگشتی گیتی دو جهته

این تحقیق  کنیم.بینی ترافیک پیشنهاد میسازی پیشبرای بهینه

ی به نتایج خوبی دست یافته است و کند مدل پیشنهادبیان می

 کند. دیدگاه جدیدی برای مطالعه چنین مسائلی ارائه می

مانند یادگیری عمیق، نوعی دیگر از یادگیری ماشینی یادگیری 

گروهی است. که برای تکمیل وظایف یادگیری چندین یادگیرنده 

های مختلف به طور جامع تواند از جنبهکند و میرا ایجاد می

های همبستگی و عملیات الگوهای جریان ترافیک را یویژگ

. تری نسبت به مدل واحد به دست آوردبررسی کند تا نتایج دقیق

های ترکیبی مختلفی به منظور استفاده کامل از مزایای مدل

های مختلف پیش بینی، توسعه داده شده است. برای مثال، روش

ب تحلیل ترکیترکیب رگرسیون بردار پشتیبان و نظریه آشوب، 

[، Zhang et al.2018های زمانی فصلی ]موجک و سری

 Luo, Li andترکیب بردار پشتیبان و تبدیل فوریه گسسته ]

Zhang.2019 ترکیب از ،]k  نزدیکترین همسایه و مدل حافظه

[، ترکیب Luo, and Yang.2019مدت طولانی ]کوتاه

و  BP [Liu et al.2019] خودکار سلولی و شبکه عصبی 

غیره. مدل یادگیری عمیق، در بین همه این مدل ها، بیشتر مورد 

[ An et al.2019توجه قرار گرفته است. آن جیاو و همکاران]

اد ها عصبی پیچشی مبتنی بر فازی را پیشنهیک روش جدید شبکه

های تصادفات ترافیکی کرد که در آن برای نشان دادن ویژگی

ندگی یک رویکرد فازی هنگام معرفی اطلاعات تصادفات ران

ده ها عصبی پیچشی استفاده شنامشخص برای اولین بار در شبکه

ای ههای مختلف به طور جامع ویژگیتواند از جنبهاست. این می

ارتباط وعملیاتی الگوهای جریان ترافیک را بررسی کند، در نتیجه 

آورد. می تری را به دستنسبت به یک مدل نتایج پیش بینی دقیق

ترین روش پیش بینی در آینده ممکن است مدل وار کنندهامید

ها نتایج ترکیبی باشد. در پیش بینی جریان ترافیک همه این مدل

ها تأثیر عوامل خوبی به دست آورده اند. با این حال، اکثر آن

 زمینه را بررسی نکرده اند. 



 حسینلوحاجیعماد توکلی، منصور 
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های ضمنی ای بر الگوهای جریان ترافیک به روشعوامل زمینه

های ای را اکثر روشگذارند. تأثیر عوامل زمینهه تأثیر میو پیچید

گیرند یا آن را بینی جریان ترافیک موجود، نادیده میپیش

ای در الگوهای گیرند و در مورد اهمیت عوامل زمینهکم میدست

جریان ترافیک هیچ مطالعه و بررسی جامع و عمیقی وجود ندارد. 

قیق جریان ترافیک بسیار های تاریخی داز طرفی دیگر، داده

ارزشمند است. همه عوامل خارجی و داخلی به طور غیرمستقیم 

. کنندیا مستقیم نحوه عملکرد جریان ترافیک را منعکس می

ای پویا در های زمینهدشواری کمی در به دست آوردن داده

های خارجی )مانند آب و هوا و آوری دادهمقایسه با جمع

وه بر این، به عنوان یک خصوصیت حوادث(، وجود دارد. علا

های ای ارتباطهای جریان ترافیک، باید عوامل زمینهذاتی داده

مختلفی با الگوهای جریان ترافیک داشته باشند. یک فضای کاملاً 

جدید برای پیش بینی دقیق جریان ترافیک تا زمانی که این 

 ها استخراج شوند، باز خواهد شد. وابستگی

اشت که در این مطالعات تمرکز، بیشتر بر کاوش توان توجه دمی

های ترافیکی، مکانی و زمانی هنگام پیش بینی جریان ویژگی

های گفته شده وجود دارد. با این حال، ترافیکی با استفاده از مدل

های های ترافیکی و دادهمطالعات کمی بر روی ادغام داده

ت و غیره با مدل ای مانند: نقطه زمانی، ساعت، روز، تعطیلازمینه

پیشنهادی در سه گام زمانی بررسی کرده اند. همچنین این مقاله 

سرعت ترافیک را برای سه فصل سال که در هیچ ادبیات قبلی 

 کند. در مورد این موضوع پژوهشی نشده است، بررسی می

زمانی و عملکرد  –در این مقاله، با توجه به اهمیت عوامل مکانی 

 های زمانی،مکرر در قلمرو پردازش سری های عصبیعالی شبکه

( برای FI-GRUیک مدل شبکه عصبی بازگشتی تزریقی )

 .استمدت سرعت ترافیک پیشنهاد شدهبینی کوتاهپیش

 روش تحقیق .3

های توسعه مدل پیشنهادی شامل تعریف در این بخش، روش

گیری یاد ،های مدل استفاده شدهدگیری ویژگیها، یاداده

، مشخصات سیستم آموزش مدل ،پایه درحال توسعههای ویژگی

 وند.شها و معیارهای ارزیابی به تفصیل معرفی میو مجموعه داده

 تعریف داده 3-1

دو نوع داده به مدل ما وارد می شود. یکی عوامل زمینه ای و 

 دیگری سری های زمانی سرعت ترافیک تاریخی.

دقیقه،  5ن مثال، به طور کلی، در بازه های زمانی معین )به عنوا

دقیقه، و غیره( داده های جریان ترافیک جمع آوری می شود.  10

داده های ترافیک را به عنوان یک سری زمانی، می توان با بردار 

x  نشان داد، که در آن  𝑥 = (𝑥1, 𝑥2, … , 𝑥𝑡)  و  𝑥𝑡 داده  

وسایل نقلیه یا تعداد کل( های جریان ترافیک )سرعت متوسط 

𝑡ام، t در نقطه  ∈ ℕ∗  دقیقه باشد، در  5است. اگر فاصله زمانی

(60/5)روز   ×  24 = نمونه داده را می توان گرفت.  288 

نمونه و برای فاصله  144دقیقه  10به همین ترتیب، برای فاصله 

 نمونه . 96دقیقه  15زمانی 

ای با طول نامشخص هستند، که های زمانی دنبالهمعمولاً سری

ها ها را به مدل وارد کرد.و باید دادهموعه دادهتوان تمام مجنمی

𝑥𝑡های کوچکتر، با دقت به زیر سری =

(𝑥𝑡−𝐿 , 𝑥𝑡−𝐿+1, … , 𝑥𝑡−1)  سازماندهی شود که در آن L 

تاخیرهای سری زمانی است و معمولاً یک عددی کوچک 

𝐿  است، ∈ ℕ∗ های جدید با طول ثابت برای این سری

 استفاده خواهند شد. tر نقطه زمانی های دنباله دیادگیری ویژگی

سری های زمانی اغلب با عوامل زیادی مانند مکان، آب و هوا، 

رویدادها، تاریخ و غیره همراه هستند. نمی توان آن را از خصیصه 

ای به طور مشابه، به صورت های توالی جدا کرد. این عوامل زمینه

Z شوند، جایی که تعریف می𝑥 = (𝑧1, 𝑧2, … , 𝑧𝑡)𝑇 است   

 دهد: را به عنوان ماتریس به صورت زیر نشان می Zو 

(1) 𝑍 = (

𝑧1

…
𝑧𝑡

) = (
𝑧1

1

…
𝑧𝑡

1

𝑧1
2

…
𝑧𝑡

2

…
…
…

𝑧1
𝑀

…
𝑧𝑡

𝑀
) 

𝑍𝑡جایی که 
𝑖 i  امین عامل زمینه ای در نقطه زمانیt   ،است𝑖 ∈

(1, … , 𝑀)      M,ای، تعداد نوع عوامل زمینه𝑀 ∈ ℕ∗  .است

شده ام عوامل پیوست iدهنده نوع ماتریس نشان𝑧 𝑖  بردار ستون 

های زمانی است، مانند مکان، تعطیلات، تاریخ و غیره. در سری
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𝑧𝑡 برای سهولت در توضیح، از  شود. برای نمایش استفاده می 

، مجموعه ای از بردار  tبردار ردیف عوامل زمینه ای در زمان 

به دست  t عوامل زمینه و سری های زمانی ترافیک در زمان

آید. همه آنها داده های ورودی مدل پیشنهادی هستند و می می

 ترکیب شوند:𝑋𝑡 توانند در یک بردار ورودی به صورت زیر 

(2) X𝑡 = [𝑥𝑡 , 𝑧𝑡] 
= [(𝑥𝑡−𝐿 , 𝑥𝑡−𝐿+1, … , 𝑥𝑡−1), (𝑧𝑡

1, 𝑧𝑡
2, … , 𝑧𝑡

𝑀)] 
𝑡)داده های سری ترافیک، در اینجا از  − 𝐿)  تا(𝑡 − است  (1

و مجموعه ای از انواع عوامل درونی داده های عوامل زمینه ای 

هستند. تعریف و دامنه متغیرها مانند موارد فوق است.  tدر زمان 

با توجه به ابعاد مختلف داده های ورودی، به عنوان مثال، سرعت 

متر بر ثانیه محدود می شود ، در  60ترافیک معمولاً به حدود 

است ، برای اینکه اطمینان  23تا  0 بین حالی که ساعت معمولاً

حاصل شود که همه داده ها در ابعاد استاندارد هستند و توزیع 

متعادلی را حفظ می کنند، بسیار مهم است که هر جزء سری های 

 زمانی را به طور مستقل عادی کنید.

که نشان دهنده هدف پیش بینی یا خروجی مدل 𝑦̂𝑡  متغیر هدف 

، تعریف می شود. بنابراین، یافتن یک تابع نقشه tاست، در زمان 

هدف مدل پیشنهادی خواهد  𝑦̂𝑡به 𝑥𝑡  برای ارضای تبدیل از 

 بود.

 GRUهای مدل یادگیری ویژگی 3-2

 ,Rumelhart] 1986بر اساس کار دیوید روملهارت در سال 

Hinton and Williams.1985 شبکه های عصبی بازگشتی ]

(RNN .ساخته شده است )ه ای از دست ها عصبی بازگشتیشبکه

شبکه های عصبی مصنوعی هستند که در آن اتصالات بین گره 

ها یک گراف جهت دار را در امتداد یک توالی زمانی تشکیل می 

دهند. که به آن اجازه می دهد تا رفتار پویا زمانی را نشان دهد. 

 23خورصبی پیشهای عبرخلاف شبکه ها عصبی بازگشتیشبکه

 ایتوانند از حالت داخلی )حافظه( خود برای پردازش دنبالهمی

ها برای شود که آنها، استفاده کنند. این باعث میاز ورودی

[ Yao et al.2020کارهای پویای زمانی مانند تشخیص گفتار ]

 ,Chherawalaنویس بدون بخش، متصل ]یا تشخیص دست

, Roy and Cheriet.2015یره قابل استفاده باشند.[ و غ 

و  چو توسط 2014واحد بازگشتی گیتی در سال مدل  معماری

معرفی شد است. این معماری به منظور برطرف سازی  همکاران

کاستی های شبکه عصبی بازگشتی سنتی نظیر کاهش سربار 

همچنین مشکل و مدت طولانی حافظه کوتاه موجود در معماری

 واحد بازگشتی گیتیمدل  محو شدگی گرادیان ارائه شده است.

مدت حافظه کوتاه عموما به عنوان نسخه ای تغییر یافته از معماری

شود چرا که هر دو این معماری ها در طولانی در نظر گرفته می

ت و اسبعضی از موارد بصورت یکسان نتایج عالی بدست آمده 

 .از طراحی مشابه ای بهره میبرند

و دروازه  24این نوع معماری از مفهوم هایی بنام دروازه بازنشانی

کند. این دو اصطلاحا  گیت یا دروازه استفاده می 25بروزرسانی

شود در اصل دو بردار اند که با استفاده از آنها تصمیم گرفته می

. عاتی منتقل نشودچه اطلاعاتی منتقل شود به خروجی و چه اطلا

نکته خاص در باره این دروازه ها این است که این دروازه ها را 

میتوان آموزش داد تا اینطور اطلاعات مربوط به گام های زمانی 

بسیار قبل را بدون آنکه در حین گذر زمان )طی گام های زمانی 

در شکل  GRUسلول .مختلف( دستخوش تغییر شوند حفظ کند

 FRANÇOIS] نشان داده شده است 7 تا 3و روابط  1

CHOLLET.2017]. 

 
 GRU .[FRANÇOISنمایش سلول  .1 شکل

CHOLLET.2017] 

(3) Ĉ𝑡 = tanh(Γ𝑟(𝑤1𝑐𝑡−1 + 𝑤1𝑥𝑡) + 𝑏𝑐) 

https://arxiv.org/abs/1409.1259
https://arxiv.org/abs/1409.1259
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(4) Γ𝑢 = σ(𝑤2𝑐𝑡−1 + 𝑤2𝑥𝑡 + 𝑏𝑢) 

(5) Γ𝑟 = σ(𝑤3𝑐𝑡−1 + 𝑤3𝑥𝑡 + 𝑏𝑢) 

(6) C𝑡 = Γ𝑢 ∗ Ĉ𝑡 + (1 − Γ𝑢) ∗ 𝑐𝑡−1 

(7) o𝑡 = 𝑠𝑜𝑓𝑡 max (w4C𝑡 + 𝑏𝑜) 

است، و h𝑡 در اصل همان  26یا همان سلول حافظهC𝑡در اینجا 

اگر خیلی راحت این عبارات را با هم جایگزین کنیم عبارت اول 

ه عملیات آید. در نتیجدر شبکه عصبی بازگشتی سنتی بدست می

اصلی یکی است اما دو عملیات دیگر نیز در اینجا وجود دارد که 

سنتی وجود ندارد. ابهامات موجود  در شبکه عصبی بازگشتی

عملیات جدیداین است که چطور قبلا یک ماتریس وزن وجود 

داشت )در عبارت اول( اما بعد از ساده سازی این عبارت تعداد 

ماتریس های وزن افزایش پیدا کرد، در حالت اول چطور یک 

( که ابعاد  𝑐𝑡−1و 𝑥𝑡ماتریس وزن برای ضرب با دو بردار )

دارند استفاده میشود؟ آیا نتایج این دو واقعا با هم برابر  متفاوتی

 است؟

در روش اول هر  .ها یک نتیجه را در بر دارندهر دو این روش

دو ماتریس وزن در قالب یک ماتریس وزن قرار داده شده است 

و به همین صورت نیز ورودی ها در قالب یک ورودی در 

اینکار خیلی راحت  برای انجامد.شونمحاسبات شرکت داده می

 .شوندآرایه ها را در راستای یک محور مشترک بهم متصل می

 های پایه درحال توسعهیادگیری ویژگی 3-3

 28یا یادگیری بازنمایی 27در یادگیری ماشینی، یادگیری ویژگی

[Nazar and Bramer.1998مجموعه ]ها است ای از تکنیک

های دهد تا به طور خودکار بازنماییکه به یک سیستم اجازه می

خام  هایبندی یا تشخیص ویژگی را از دادهمورد نیاز برای طبقه

د های دستی می شوپیدا کند. این جایگزین مهندسی خصوصیت

ها را یاد بگیرد و هم از و به ماشین اجازه می دهد هم خصیصه

ها برای انجام یک کار ویژه استفاده کند. یکی از انواع شبکه آن

گیرد ورودی های عصبی عمیق رمزگذار خودکار است که یاد می

خود را در خروجی خود جایگذاری کند. چندین لایه داخلی 

دارد که برای نمایش ورودی استفاده می شود، که کدی را 

هان برای توصیف می کند، سپس از همان تعداد لایه های پن

 کند.بازتولید این کد استفاده می

نمای کلی یک رمزگذار خودکار را نشان می دهد. که از  2شکل 

دو بخش اصلی تشکیل شده است: یک رمزگذار که ورودی را 

به کد نگاشت می کند، و یک رمزگشا که کد را به بازسازی 

ورودی اصلی نگاشت می کند که می تواند به عنوان انتقال 

𝜑گونه ای تعریف شود که: به∅و[Qu et al.2021] 

 
 [Qu et al.2021]  نمای کلی یک رمزگذار خودکار .2 شکل

(8) 
∅: 𝑍 → Θ 
𝜑: Θ → 𝑍 

∅, 𝜑: 𝑎𝑟𝑔 min
∅,𝜑

‖𝑍 − (∅ ∘ ∅)‖
2
 

سه مرحله در فرآیند کدگذاری وجود دارد. اول، مرحله رمزگذار 

𝑍یک کدگذاری، ورودی  ∈ ℝ1×𝑀  را بهΘ ∈ ℝ1×𝑁 

 نگاشت می کند:

(9) Θ = ∅(WZ + b) 

معمولاً به عنوان نمایش تاخیری یا کد نامیده می  Θاین تصویر 

شود. می توان آن را یاد گرفت و لایه به لایه ترکیبی تر و به 

یک بردار بایاس و  𝑏نمایش کمی انتزاعی تبدیل کرد. در اینجا، 

𝑊  ،یک تابع فعال سازی مانند تابع  ∅یک ماتریس وزن است

را به  ′𝑍به   Θسیگموئید است. ثانیاً مرحله رمزگشای کدگذاری 

 صورت زیر نشان می دهد:

(10) 𝑍′ = 𝜑(W′Θ + b′) 

,نماد  𝜑 𝑊′ و𝑏′   برای رمزگشا برابر با 𝑊 , برای  𝑏و   ∅

رمزگذار است، اما تنها یک تبدیل معکوس ساده نسیت. 

با همان شکل تعریف  𝑍به عنوان اصطلاح بازسازی  ′𝑍 اگرچه
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داده می  اختصاص 𝑍می شود، اما در واقع همیشه به عنوان خود 

 شود.

مرحله آخر مرحله بهینه است. در این مرحله، یک آموزش روال  

رسانی برای بهینه سازی پارامترهای شبکه اتخاذ  و مداوم به روز

زگذار خودکار بستگی دارد می شود. این پارامترها به طراحی رم

و خطاهای بازسازی مانند رایج ترین خطاهای مربعی که به 

 حداقل می رساند:

(11) 
ℓ(𝑍, 𝑍′) =

1

2
‖𝑍 − 𝑍′‖2 

=
1

2
‖𝑍 − 𝜑(W′(∅(WZ + b)) + b′)‖

2
 

Θ  کدنویسی انتزاعی است وZ ها است مجموعه آموزشی ویژگی

ابعاد کمتری  Θخواهیم از آن یاد بگیریم. اگر فضای ویژگی که می

را می توان  Θداشته باشد، کد ویژگی  Zنسبت به فضای ورودی 

به شکل پروانه مانند در نظر  Zبه عنوان نمایش فشرده ورودی 

گرفت. اگر فضای ویژگی ابعاد بیشتری نسبت به فضای ورودی 

داشته باشد، کد ویژگی را می توان به عنوان یک نمایش گسترده 

 رد.از فضای ورودی مشاهده ک

در آن صورت، لایه پنهان تعداد نورون های بیشتری از لایه های 

خروجی یا ورودی خواهد داشت. اگرچه نمایش ساده و کوتاه 

ب شود، ساختار جالتر منتشر میویژگی در فضای نورون متراکم

های دیگر بر توان با اعمال محدودیتهای اصلی را میو ویژگی

 [ کشف کرد.Wu et al.2019« ]پراکنده»روی شبکه 

رمزگذارهای خودکار پراکنده در واقع به کد رمزگذار خودکار 

کنند و پراکندگی ای را اضافه میهای پراکندهمحدودیت

های خوبی دارد. این می تواند به طور موثر بیان اصلی ویژگی

ویژگی ها را در همان زمان برجسته کند وفاصله بین ویژگی ها 

 ای زیتونی که می توانذار خودکار پشتهرا افزایش دهد. این رمزگ

از آن برای یافتن ویژگی های دقیق تر استفاده کرد، دارای اثر 

گسترش ابعاد است و علاوه بر این به ناچار مقداری نویز به 

همراه دارد. در واقع، برای اینکه تاثیر نویز را تا حد امکان به 

مداوم می  ای را به طورحداقل برساند رمزگذار خودکار پشته

ای توان آموزش داد و به روز کرد. پس از تغذیه بردار عامل زمینه

ها با توجه به ورودی ها و نورونبه شبکه، وضعیت داخلی لایه

اکتورها بر دهنده فکند و سطح بالای گسترش یافته نشانتغییر می

شود. سازی و جمع وزنی غیرخطی تولید میاساس تابع فعال

عصبی کدگذاری، کد توسعه یافته ویژگی های آخرین لایه شبکه 

 متنی نهایی را خروجی می دهد .

Θ =   𝜃𝑘 = (𝜃𝑡
1, 𝜃𝑡

2, … , 𝜃𝑡
𝐾)  که در آن  𝜃𝑡

𝐾 خروجی

آخرین بعد کد یا تعداد  𝐾و  𝑡در آخرین لایه در زمان  𝑘نورون 

𝐾نورون های لایه کد کننده،  ∈ ℕ∗ .است 

 آموزش مدل 3-4

مدل پیشنهادی یک شبکه عصبی مستقل  از آنجایی که هر جزء از

پذیر های آموزشی متداول امکاناست، آموزش آن با روش

های نزولی پس انتشار و گرادیان تصادفی را شود. الگوریتممی

توان گام به گام برای به حداقل رساندن خطای انتقال و می

 آموزش هر جزء به ترتیب استفاده کرد.

ب اجزای مدل پیشنهادی را نشان انتشار رو به جلو و عق 4شکل 

اجزاء نشان  می دهد. خطوط جامد انتشار رو به جلو را در همه

ها به ترتیب توسط شبکه𝑧𝑡و 𝑥𝑡می دهد. بردارهای ورودی 

تبدیل شدند.  Θو  ℎعصبی بازگشتی و رمزگذار خودکار به 

ادغام شدند و به شبکه عصبی سوم، پیش  𝐴در  Θو  ℎسپس، 

برای تولید هدف پیش بینی شده، منتقل شدند. این بینی کننده، 

 روش انتشار رو به جلو را می توان در معادله زیر توصیف کرد:

[Qu et al.2021] 
(12) 𝑦̂ = 𝜎(W𝑎(softmax(Θ) ∘ h) + b𝑎) 

تا 𝑦̂  خطوط خط تیره انتشار معکوس خطاها را از  5در شکل 

∇𝐴  و سپس به∇ℎ  و∇Θ  نشان می دهد. بدیهی است که وقتی

خطاهای خروجی هر جزء بدست می آید، پارامترهای بایاس و 

مشتقات جزئی وزن ها را می توان به راحتی محاسبه کرد. قبل 

به صورت زیر  𝐽از شروع محاسبه مشتقات جزئی، تابع هزینه 

 تعریف می شود:
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(13) 

𝐽(𝑦̂, y) =
1

2
‖𝑦̂ − y‖2

=
1

2
‖𝜎(W𝑎A + b𝑎)

− y‖
2
 

=
1

2
‖𝑦̂ − y‖2 

=
1

2
‖𝜎(W𝑎(𝑠𝑜𝑓𝑡𝑚𝑎𝑥(Θ) ∘ h) + b𝑎)

− y‖
2
 

یک مفهوم مهم در یادگیری ماشینی تابع هزینه است، زیرا نشان 

می دهد یک راه حل خاص تا چه حد از راه حل بهینه مسئله ای 

که باید حل شود فاصله دارد. یافتن پارامترهای بهینه با جستجوی 

مقدار شدید تابع هزینه آسان است. دو پارامتر که باید به روز 

دارد. در مرحله اول، گرادیان  شوند در شبکه پیش بینی وجود

را می توان به ترتیب با قوانین زنجیره ای محاسبه  𝑏𝑎و  𝑊𝑎های 

 کرد.

 
 [Qu et al.2021]  انتشار به جلو و عقب اجزای ماژول .3 شکل

(14) 

𝜕𝐽

𝜕𝑦̂
=

𝜕
1
2

‖𝑦̂ − y‖2

𝜕𝑦̂
= 𝑦̂ − y 

𝜕𝐽

𝜕W𝑎

=
𝜕𝐽

𝜕𝑦̂
∙

𝜕𝑦̂

𝜕W𝑎

=
𝜕𝐽

𝜕𝑦̂
∙ 𝜎′(W𝑎A + b𝑎)

∙ A 
𝜕𝐽

𝜕b𝑎

=
𝜕𝐽

𝜕𝑦̂
∙

𝜕𝑦̂

𝜕b𝑎

=
𝜕𝐽

𝜕𝑦̂
∙ 𝜎′(W𝑎A + b𝑎) 

  𝜎′ تابع مشتق تابع سیگموئید  𝜎 و  𝜎′(𝑥) = 𝜎(𝑥)(1 −

𝜎(𝑥)) است. در عین حال، پارامترهای به روز رسانی می توانند

 به صورت تکرار شونده به گونه ای باشند که:

(15) W(t + 1) = 𝑊(𝑡) + 𝜂
𝜕𝐽

𝜕𝑊
+ ξ(t) 

𝜉(𝑡)   یک جمله تصادفی و𝜂   نرخ یادگیری است. در عین حال

می توان از این مکانیسم استفاده  𝑏برای به روز رسانی پارامتر 

کرد. ثانیا، قوانین زنجیره ای مجدد برای محاسبه گرادیان های 

,𝐴;ℎ  وΘ :به کار گرفته شد به طوری که 

(16) 

𝜕𝐽

𝜕𝐴
=

𝜕𝐽

𝜕𝑦̂
∙

𝜕𝑦̂

𝜕A
=

𝜕𝐽

𝜕𝑦̂
∙ 𝜎′(W𝑎A + b𝑎)

∙ W𝑎 
𝜕𝐽

𝜕ℎ
=

𝜕𝐽

𝜕𝑦̂
∙

𝜕𝑦̂

𝜕A
∙

𝜕𝐴

𝜕h

=
𝜕𝐽

𝜕𝐴
∘ 𝑠𝑜𝑓𝑡𝑚𝑎𝑥(Θ) 

𝜕𝐽

𝜕Θ
=

𝜕𝐽

𝜕𝑦̂
∙

𝜕𝑦̂

𝜕A
∙

𝜕𝐴

𝜕Θ

=
𝜕𝐽

𝜕𝐴
∘ ℎ

∘
𝜕𝑠𝑜𝑓𝑡𝑚𝑎𝑥(Θ)

𝜕Θ
 

در زیر نشان داده  𝑠𝑜𝑓𝑡𝑚𝑎𝑥طریقه محاسبه مشتق جزئی تابع 

 شده است:

(17) 

𝜕𝑠𝑜𝑓𝑡𝑚𝑎𝑥(Θ)

𝜕Θ
=

𝜕

𝜕𝜃𝑖

exp (𝜃𝑘)

∑ exp (𝜃𝑖)𝑗

 

exp(𝜃𝑘) [(∑ exp (𝜃𝑖)) − exp (𝜃𝑖)𝑗 ]

(∑ exp(𝜃𝑖)𝑗 )
2  

= 𝑠𝑜𝑓𝑡𝑚𝑎𝑥(𝜃𝑘) ∙ (1 − (𝜃𝑖)) 𝑖𝑓  i

= k   
0 ∙ ∑ exp(𝜃𝑖) − exp(𝜃𝑘) ∙ exp(𝜃𝑖)𝑗

(∑ exp(𝜃𝑖)𝑗 )
2  

= −𝑠𝑜𝑓𝑡𝑚𝑎𝑥(𝜃𝑘) ∙ 𝑠𝑜𝑓𝑡𝑚𝑎𝑥(𝜃𝑖)𝑖𝑓  i

≠ k 
نند تواها عصبی بازگشتی و رمزگذار خودکار میدر آخر، شبکه

و  hهای پس انتشار پس از محاسبات گرادیان توسط الگوریتم

H  ،به روز شوند. با توجه به بازگشتی بودن سری های زمانی

ها عصبی بازگشتی بر اساس انتشار برگشتی در آموزش شبکه

و یک نسخه اصلاح شده از یادگیری تکراری زمان  29طول زمان

با استفاده از روش بهینه سازی نزول گرادیان  30واقعی

[Vlachas et al.2020.خواهد بود ] 

 اجرای مدل 3-5

روف نویسی پایتون و کتابخانه معاین مدل با استفاده از زبان برنامه

Keras  که زیر مجموعه کتابخانهTensorflow  و متعلق به

 شود. رکت گوگل است اجرا میش

نشان داده شده است. از  4معماری مدل پیشنهادی که در شکل 

سه قسمت به ترتیب شامل: ورودی داده، ادغام داده و خروجی 

سرعت پیش بینی شده تشکیل شده است. ورودی داده از دو 
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ای های زمینهقسمت تشکیل شده است که از یک طرف داده

ساعت، دقیقه، روز هفته، تعطیلات رسمی  مانند: سال، ماه، روز،

های روز درلحظه( و پس از و نقطه زمانی روزانه )جمع زمان

شوند و از واحد خارج می 64به اندازه  Denseعبور از دو لایه 

ای های زمینههای سرعت ترافیک همراه با دادهطرف دیگر داده

ج واحد خار 64وارد میشوند و با اندازه  GRUبه دو لایه 

 Multiplyشوند و در نهایت این دو لایه با استفاده از لایه می

 Denseشود. در نهایت بعد از گذشت یک لایه باهم ادغام می

رسیده و با اندازه یک  denseبه لایه  dropoutو یک لایه 

د. در شوبینی شده ترافیک است خارج میواحد، که سرعت پیش

و برای  saftmaxو  tanhمدل پیشنهادی از دو تابع فعال ساز 

های آموزش به صورت تصادفی درصد داده 20اعتبارسنجی از 

ها برای جلوگیری از درصد داده 20استفاده شده است، همچنین 

ها بیش برازش به صورت تصادفی حذف شده است. در مدل گام

(epochsبه صورت خودکار عمل می ) کند و قبل از بیش

 کند.یبرازش، مدل آموزش را متوقف م

 

 معماری مدل .4 شکل

 هامشخصات سیستم و مجموعه داده 3-6

، یک پلت فرم حمل و نقل آنلاین 31شبکه تجسم و ارزیابی فعال

با هدف یکپارچه سازی، اشتراک گذاری، تجزیه و تحلیل و 

ها است. که بودجه آن توسط وزارت حمل و نقل تجسم داده

شود و توسط آزمایشگاه کاربردی و ایالت واشنگتن تامین می

( نگهداری STARتحقیقاتی حمل و نقل هوشمند )آزمایشگاه 

ای به طور حلقه شناسگر 44800ش از شود. در مجموع بیمی

-I-167 ،I-405 ،I-5 ،Iای از جمله گسترده در یک شبکه جاده

90 ،I-99  وSR-520 های تولید شده به توزیع شده است. داده

جمع آوری و مدیریت  WSDOTها و توسط وسیله این حلقه

ای شود، از جمله درصد اشغال، حجم ترافیک و سرعت نقطهمی

ها و های خام از حلقهی شریانی سیاتل، واشنگتن. دادههادر جاده

آوری ثانیه گرفته شد و پس از جمع 20حسگرها در بازه زمانی 

دقیقه ذخیره شد. در این پژوهش،  5ها در فاصله زمانی آن

 5در سه بازه زمانی ) I405های حلقه آشکارساز آزادراه داده

آوری شد، طول این دقیقه( دانلود و جمع 15دقیقه،  10دقیقه، 

 34کیلوتر است، که در مجموع در آن  27مسیر بزرگراه حدود 

 . 5شناسگر وجود دارد، مطابق شکل

شناسگر حلقه به دو گروه تقسیم شدند.  34های مجموعه داده

به عنوان مجموعه  2015نوامبر  30تا  2014دسامبر  1های داده

های تصادفی درصد داده 20ه است و داده آموزشی استفاده شد

های اعتبارسنجی مورد استفاده قرار گرفته است. به عنوان داده

بینی به عنوان هدف پیش 2016مه  31تا  2016مارس  1های داده

به عنوان  2016اوت  31تا  2016جوئن1های سه ماه بهار، داده

 30ا ت 2016سپتامبر1های بینی سه ماه تابستان و دادههدف پیش

بینی سه ماه پاییز، برای ارزیابی به عنوان هدف پیش 2016نوامبر 

 عملکرد و دقت مدل انتخاب شده اند.



 حسینلوعماد توکلی، منصور حاجی

1402(/ پاییز 58ونقل/ سال پانزدهم/ شماره اول )فصلنامه مهندسی حمل  

3380 

 
 شهر سیاتل I405مکان شناسگرهای بزرگراه  .5 شکل

 معیارهای ارزیابی 3-7

برای ارزیابی فاصله مطلق و فاصله نسبی به ترتیب بین مقدار 

واقعی و هدف پیش بینی شده از دو معیار عملکرد مانند خطای 

 Quاستفاده شد که به صورت: ] 33و خطای مطلق 32درصد مطلق

et al.2021] 

(18) 𝐴𝑃𝐸(𝑡) =
|𝑦̂(𝑡) − 𝑦(𝑡)|

𝑦(𝑡)
× 100% 

(19) 𝐴𝐸(𝑡) = |𝑦̂(𝑡) − 𝑦(𝑡)| 

های ترافیک در نقطه مقدار واقعی داده 𝑦(𝑡)که در این روابط 

 𝑦̂(𝑡)است. مقدار پیش بینی شده در همان نقطه زمانی  𝑡زمانی 

های دیگر، از میانگین پیشنهادی با مدل است. برای مقایسه مدل

و ریشه میانگین مربع  35، میانگین خطای مطلق34درصد مطلق خطا

  ]Qu et al[2021.برای ارزیابی نتایج استفاده شده است: 36خطا

(20) 𝑀𝐴𝐸 =
1

𝑛
∑ 𝐴𝐸(𝑡)

𝑛

𝑡=1

 

(21) 𝑀𝐴𝑃𝐸 =
1

𝑛
∑ 𝑀𝐴𝑃𝐸(𝑡)

𝑛

𝑡=1

 

(22) 𝑅𝑀𝑆𝐸 = √
1

𝑛
∑[𝐴𝐸(𝑡)2]

𝑛

𝑡=1

 

 تعداد نمونه ها در محدوده آماری است. nکه در آن 

 بینی نتایجپیش .4

-FIمدت سرعت ترافکی با استفاده از مدل بین کوتاهنتایج پیش

GRU  گام  برای سهو در سه فصل سال، بهار، تابستان و پاییز

دقیقه وهچمنین مقایسه با چهار مدل 15دقیقه و 10دقیقه، 5زمانی 

و  GRUو LSTMهای یادگیری عمیق شاملشبکه

ConvLSTM  وBiLSTM  و یک مدل کم عمقSVM 

 ها پرداخته شده است.بدست آمد، که در ادامه مقاله به آن
 مدت فصل بهاربینی کوتاهنتایج پیش 4-1

مه  31تا  2016مارس  1بینی سه ماه فصل بهار از نتایج پیش

برای سه بازه زمانی و پنج مدل یادگیری عمیق و یک مدل  2016

 شوند. کم عمق در اشکال و جداول زیر مشاهده می

بینی )خط بنفش( و سرعت واقعی )خط سرعت پیش 6در شکل 

با  FI-GRUقرمز( نشان داده شده است. مطابق نمودار، مدل 

 بینی کرده است. دقت خویی سرعت ترافیک را پیش

خطای مطلق و درصد خطای مطلق مشاهده  8و  7های در شکل

بیشترین خطا  2016آوریل  16شود طبق این نمودار در روز می

شکل گرفته است و برای فهمیدن دلیل شدت این خطا 

 های، خطاها و سرعت در این روز بررسی شده است. بینیپیش

 و 10بینی شده و در شکل سرعت واقعی و سرعت پیش 9شکل 

صبح را  4تا  24 های در بازه زمانی حدود ساعتشدت خطا 11

دهد، این روز، روز شنبه و تعطیل رسمی در شهر سیاتل نشان می

تواند به این دلیل باشد که در این بازه سفرها است خطاها می

 است. متغیر
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 بینی سرعت ترافیک در بازه سه ماه فصل بهارپیش .6 شکل

 
 بینی درصد خطا مطلق در بازه سه ماه فصل بهارپیش .7 شکل

 
 بینی خطا مطلق در بازه سه ماه فصل بهارپیش .8 شکل



 حسینلوعماد توکلی، منصور حاجی
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 آوریل 16بینی سرعت ترافیک در پیش .9 شکل

 
 آوریل 16بینی درصد خطا مطلق در پیش .10 شکل

 
 آوریل 16بینی خطا مطلق در پیش .11 شکل

 ای ههای شبکهمقایسه مدل پیشنهادی با دیگر مدل

 بازگشتی

های با چهار مدل شبکه FI-GRUمدل پیشنهادی  1در جدول 

و  ConvLSTMو  GRUو LSTMیادگیری عمیق شامل

BiLSTM  و یک مدل کم عمقSVM  ،مقایسه شده است

مل ها بهتر عمطابق با جدول مدل پیشنهادی نسبت به دگیر مدل

 کرده است. 
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 های بازگشتیمقایسه مدل پیشنهادی با دیگر مدل .1 جدول

Predictive accuracy RMSE MAE MAPE Model 

962/0 178/1 913/0 592/1 SVM 

969/0 087/1 832/0 425/1 BiLSTM 

972/0 03/1 789/0 348/1 convLSTM 

971/0 038/1 787/0 347/1 GRU 

972/0 024/1 783/0 341/1 LSTM 

974/0 989/0 756/0 3/1 FI-GRU 

 ینی بمقایسه مدل پیشنهادی در سه گام زمانی پیش

 سرعت ترافیک

دقیقه 10دقیقه، 5در سه گام زمانی  FI-GRUمدل 2در جدول 

، هر چه بازه 2دقیقه بررسی شده است. مطابق با جدول 15و 

شود دقت کاهش پیدا کرده است.زمانی بیشتر می

 بینی سرعت ترافیکمقایسه مدل پیشنهادی در سه گام زمانی پیش .2 جدول

Predictive accuracy RMSE MAE MAPE گام زمانی 

 دقیقه 15 601/1 92/0 23/1 96/0

 دقیقه 10 386/1 804/0 054/1 969/0

 دقیقه 5 3/1 756/0 989/0 974/0

 مدت فصل تابستانبینی کوتاهنتایج پیش 4-2

اوت  31تا  2016جوئن1بینی سه ماه فصل تابستان از نتایج پیش

برای سه بازه زمانی و پنج مدل یادگیری عمیق و یک مدل  2016

 شوند.کم عمق در اشکال و جداول زیر مشاهده می

بینی )خط بنفش( و سرعت واقعی سرعت پیش 12در شکل  

خطای  14و  13های )خط قرمز( نشان داده شده است. در شکل

نمودارها شود طبق مطلق و درصد خطای مطلق مشاهده می

وجود دارد. و برای  2016جوئن  13بیشترین خطا در روز 

های، خطاها و سرعت در بینیفهمیدن دلیل شدت این خطا پیش

 این روز بررسی شده است. 

 16بینی شده و در شکل سرعت واقعی و سرعت پیش 15شکل 

عصر  15تا  12ساعتهای در بازه زمانی حدود شدت خطا 17و 

دهد، که احتمالا در این روز حادثه شدید تصادفی شکل نشان می

 وسایل نقلیه و ازدحام وسایل گرفته که باعث پایین آمدن سرعت

ه شده است.لینق



 حسینلومنصور حاجیعماد توکلی، 
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 بینی سرعت ترافیک در بازه سه ماه فصل تابستانپیش .12 شکل

 
 بینی درصد خطا مطلق در بازه سه ماه فصل تابستانپیش .13 شکل

 
 بینی خطا مطلق در بازه سه ماه فصل تابستانپیش .14 شکل
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 جوئن 13پیش بینی سرعت ترافیک  در  .15 شکل

 
 جوئن 13بینی درصد خطا مطلق در پیش .16 شکل

 
 جوئن 13بینی خطا مطلق در پیش .17 شکل

 ای ههای شبکهمقایسه مدل پیشنهادی با دیگر مدل

 بازگشتی 

های با چهار مدل شبکه FI-GRUمدل پیشنهادی  3در جدول 

و  ConvLSTMو  GRUو LSTMیادگیری عمیق شامل

BiLSTM  و یک مدل کم عمقSVM  ،مقایسه شده است

مل ها بهتر عمطابق با جدول مدل پیشنهادی نسبت به دگیر مدل

 کرده است.



 حسینلوعماد توکلی، منصور حاجی
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 های بازگشتیمقایسه مدل پیشنهادی با دیگر مدل .3 جدول

Predictive accuracy RMSE MAE MAPE Model 

964/0 16/1 899/0 577/1 SVM 

97/0 07/1 819/0 411/1 BiLSTM 

972/0 03/1 789/0 348/1 convLSTM 

971/0 038/1 787/0 347/1 GRU 

972/0 024/1 783/0 341/1 LSTM 

974/0 989/0 756/0 3/1 FI-GRU 

 بینی زمانی پیش مقایسه مدل پیشنهادی در سه گام

 سرعت ترافیک

دقیقه 10دقیقه، 5در سه گام زمانی  FI-GRUمدل 4در جدول 

دقیقه بررسی شده است. مطابق جدول، و مشابه با فصل قبل 15و 

 یابد. بینی دقت مدل کاهش میبا افزایش بازه پیش

 بینی سرعت ترافیکمقایسه مدل پیشنهادی در سه گام زمانی پیش .4 جدول

Predictive accuracy RMSE MAE MAPE گام زمانی 

 دقیقه 15 601/1 92/0 23/1 96/0

 دقیقه 10 455/1 836/0 083/1 97/0

 دقیقه 5 3/1 756/0 989/0 974/0

 مدت فصل پاییزبینی کوتاهنتایج پیش 4-3

نوامبر 30تا  2016سپتامبر1بینی سه ماه فصل پاییز از نتایج پیش

برای سه بازه زمانی و پنج مدل یادگیری عمیق و یک مدل  2016

 شوند. کم عمق در اشکال و جداول زیر مشاهده می

بینی )خط بنفش( و سرعت واقعی )خط سرعت پیش 18در شکل 

خطای مطلق  20و19های قرمز( نشان داده شده است. در شکل

شود طبق این نمودار در روز و درصد خطای مطلق مشاهده می

شود و برای فهمیدن دلیل بیشترین خطا دیده می 2016نوامبر 17

ین روز های، خطاها و سرعت در ابینیشدت این خطا پیش

 بررسی شده است. 

بینی شده و در شکل سرعت واقعی و سرعت پیش 21شکل 

صبح  8تا  7ها در بازه زمانی حدود ساعتشدت خطا 23و22

دقیقه  23:30در حدود ساعت  ییدهد، و همچنین خطانشان می

اتفاق افتاده، احتمالا نشان دهنده آن است که در هر دو زمان 

دقیقه بسرعت این  23:30ر بازه ای رخ داده است که دحادثه

مشکل رفع شده است. مطابق نمودار مدل پیشنهادی این تغییر 

ینی بسرعت دقت پیشهای ناگهانی را تشخیص داده و بهسرعت

 گرداند.می را به حالت نرمال بر
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 بینی سرعت ترافیک در بازه سه ماه فصل پاییزپیش .18 شکل

 
 بینی درصد خطا مطلق در بازه سه ماه فصل تابستانپیش .19 شکل

 
 بینی خطا مطلق در بازه سه ماه فصل تابستانپیش .20 شکل



 حسینلوعماد توکلی، منصور حاجی
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 نوامبر17پیش بینی سرعت ترافیک در  .21 شکل

 
 نوامبر 17بینی درصد خطا مطلق در پیش .22 شکل

 
 نوامبر 17بینی خطا مطلق در پیش .23 شکل

 ای ههای شبکهمقایسه مدل پیشنهادی با دیگر مدل

 بازگشتی

های با چهار مدل شبکه FI-GRUمدل پیشنهادی  5در جدول 

و  ConvLSTMو  GRUو LSTMیادگیری عمیق شامل

BiLSTM  و یک مدل کم عمقSVM  ،مقایسه شده است

مل ها بهتر عمطابق با جدول مدل پیشنهادی نسبت به دگیر مدل

 کرده است.
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 های بازگشتیمقایسه مدل پیشنهادی با دیگر مدل .5 جدول

Predictive accuracy RMSE MAE MAPE Model 

964/0 16/1 899/0 577/1 SVM 

97/0 07/1 819/0 411/1 BiLSTM 

972/0 03/1 789/0 348/1 convLSTM 

971/0 038/1 787/0 347/1 GRU 

972/0 024/1 783/0 341/1 LSTM 

974/0 989/0 756/0 3/1 FI-GRU 

  بینی ی زمانی پیشپیشنهادی در سه گاممقایسه مدل

 سرعت ترافیک

دقیقه 10دقیقه، 5در سه گام زمانی  FI-GRUمدل 6در جدول 

دقیقه بررسی شده است. مطابق جدول، و مشابه با فصل قبل 15و 

 یابد.بینی دقت مدل کاهش میبا افزایش بازه پیش

 بینی سرعت ترافیکمقایسه مدل پیشنهادی در سه گام زمانی پیش .6 جدول

Predictive accuracy RMSE MAE MAPE گام زمانی 

 دقیقه 15 601/1 921/0 23/1 96/0

 دقیقه 10 487/1 851/0 104/1 972/0

 دقیقه 5 3/1 756/0 989/0 974/0

 گیرینتیجه .5

تفاده از مدت سرعت ترافکی با اسبین کوتاهپیشتر به نتایج پیش

در سه فصل سال، بهار، تابستان و پاییز برای سه  FI-GRUمدل 

دقیقه وهمچنین مقایسه با چهار 15دقیقه و 10دقیقه، 5گام زمانی 

و  GRUو LSTMهای یادگیری عمیق شاملمدل شبکه

ConvLSTM  وBiLSTM  و یک مدل کم عمقSVM 

 داخته شده است. پر

بینی شده دقت سرعت ترافیک پیش 5و  3،1مطابق با جداول 

ستند بسیار نزدیک به هم ه ،برای سه فصل بهار، تابستان و پاییز

در  ها تغییریو در دو فصل تابستان و پاییز در هیچ یک از مدل

صل دهد تغییر فوجود نداشته است که این نتایج نشان می نتایج

بینی سرعت ترافیک های پیشگیری در دقت مدلتاثیر چشم

نسبت به دگیر  FI-GRUگذارد، مطابق این جداول مدل نمی

ها بهتر عمل کرده است. همچنین در سه فصل سال هیچ مدل

 .تغییری در دقت مدل صورت نگرفته است 

دقیقه برای مدل  15دقیقه و  10دقیقه  5زمانی  در ادامه سه گام

FI-GRU ل اند که نتایج جداومورد ارزیابی و مقایسه قرار گرفته

رود بینی بالا میدهد هرچه بازه زمانی پیشنشان می 6و  4،2

-FIکند، و در سه فصل سال در مدل دقت مدل کاهش پیدا می

GRU  ه نگرفت شکل یدقیقه هیچ گونه تغییر 5در گام زمانی

دقیقه تغییراتی شکل گرفته  15و  10است و در دو گام زمانی 

 است. 

نسبت به FI-GRUبا توجه به نتایج بدست آمده دقت مدل 

درصد 52/0 (BiLSTM)کمترین دقت مدل یادگیری عمیق 

بیشتر است، و دقت مدل پیشنهادی نسبت به مدل 

درصد بیشتر است و همچنین مدل 24/1 (SVM)عمقکم

دقیقه  5بینی سرعت ترافیک در گام زمانی پیشنهادی برای پیش

آمده  دستبینی بهدرصد بهتر عمل کرده است. دقت بپیش44/1
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 های عصبی بازگشتی که مورد استفاده ایناز مدل پیشنهادی شبکه

دهد، با توجه به شرایط درصد را نشان می 98تحقیق است حدود 

 بدست آمده، دقت بسیار خوبی است. دقتکلی 

 محدودیت پژوهش .6

باشد، های ایران میمحدودیت پژوهش حاضرعدم استفاده از داده

های مورد نیاز در ایران به صورت با توجه به اینکه برداشت داده

رعت مدت ستوان از آن برای پیش بینی کوتاهساعتی است، نمی

ترافیک استفاده کرد، و برای پیش بینی بلندمدت هم، به دلیل 

های ایران و دقت پایین جاده پایین بودن تعداد شناسگرها در

های ایرانی استفاده ها ایران در این پژوهش از دادهبرداشت داده

های سایت شبکه تجسم و ارزیابی فعال که نشده است. و از داده

دقت بالایی دارد استفاده شده است، همچنین در این سایت فقط 

توان یم 2016دسامبر  31های تا داده 2012ژانویه  1های از داده

ر د پژوهشگرانها، برای استفاده کرد، و استخراج و استفاده داده

پذیر است. به همین دلیل، در این پژوهش این بازه زمانی امکان

های بروزتر مقدور نبود است. هرچند در امکان استفاده از داده

 ها به هیچ عنوان مهم نبوده است.این تحقیق تاریخ داده

 های آیندهپیشنهاد کار .7

دقیقه کار شده  15تا  5های زمانه در این پژوهش بر روی گام

تری در های بلند مدتتوان بازهاست که در کارهای آیندی می

 بینی ترافیک استفاده شود. پیش

های تاریخ ای که در این پژوهش استفاده شد دادههای زمینیداده

ی توانند بر روو زمان بود، در کارهای آینده پژوهشگران می

ی بینرا بر پیش …وهوا و تاثیر تصادفات وهای همچون آبداده

 سرعت ترافیک بدست آورند.

 تقدیر و تشکر .8

ها و مرکزاسناد آستانه قدس رضوی ها، موزهاز سازمان کتابخانه

کر اند، صمیمانه تشکه فضا را برای انجام این تحقیق فراهم کرده

 کنم.می

 هانوشتپی .9

1. Intelligent transportation system (ITS) 

2. Features injected gated recurrent unit 

(FI_GRU) 

3. Sparse Autoencoders 

4. Auto-regression integrated moving average 

(ARIMA) 

5. k-nearest neighbor (k-NN) 

6. Machine Learning 

7. Deep Learning 

8. Support vector machine (SVM) 

9. Bayesian network 

10. Decision tree (DT) 

11. Deep neural networks (DNN) 

12. Deep belief networks (DBN) 

13. Stacked autoencoder (SAE) 

14. Convolutional Neural Network (CNN) 

15. Recurrent Neural Networks (RNN) 

16. Long-Short Term Memory (LSTM) 

17. Floating car data (FCD) 

(https://www.invaringenieria.com/) 

18. Convolutional LSTM(ConvLSTM) 

19. Gated recurrent unit (GRU) 

20. Bidirectional LSTM (BiLSTM) 

21. Light Gradient Boosting Machine 

(LightGBM or LGB) 

22. Bidirectional GRU(Bi-GRU) 

23. Feed-forward neural networks 

24. Output gate 

25. Update gate 

26. Memory Cell 

27. Feature learning 

28. Representation learning 

29. Back Propagation Through Time (BPTT) 

30. Real Time Recurrent Learning (RTRL) 

31. DRIVE Net (http://uwdrive.net/STARLab) 

32. Absolute percentage error (APE) 

33. Absolute error (AE) 

34. Mean absolute percentage error (MAPE) 

35. Mean absolute error (MAE) 

36. Root mean square error (RMSE) 

 مراجع .10

https://www.invaringenieria.com/
http://uwdrive.net/STARLab
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 سجاد مشهداز دانشگاه صنعتی  1396، درجه کارشناسی در رشته مهندسی عمران را در سال توکلیعماد 

حمل و  -موفق به کسب درجه کارشناسی ارشد در رشته مهندسی عمران 1400خذ نمود. ایشان در سال ا

ل حمل و نق ایران گردید. زمینه های پژوهشی مورد علاقه ایشان،طوسی خواجه نصیر الدیناز دانشگاه  نقل 

بینایی ماشین، وسایل نقلیه هوشمند، رفتار  ،های حجیم حمل ونقلداده ترافیک،جریان بینی پیش، هوشمند

 است. سفر و شبیه سازی ترافیک

 

از دانشگاه تبریز اخذ  1365را در سال ، درجه کارشناسی در رشته مهندسی عمران حسینلومنصور حاجی

 هوکایدواز دانشگاه  1373حمل و نقل را در سال  -رشته مهندسی عمراننمود.و درجه کارشناسی ارشد در 

از  حمل و نقل -موفق به کسب درجه دکتری در رشته مهندسی عمران 1376ایشان در سال ژاپن اخذ نمود. 

 و رانندگی تصادفات سازی مدل های پژوهشـی مورد علاقه ایشـان زمینهگردید.  ژاپن هوکایدودانشگاه 

 محیطی زیست پیامدهای تحلیل و تجزیه، ترافیک سازی شبیه، نقل و حمل ایمنی ،رانندگی رفتار تحلیل

 نقش یلتحلت حال انتخاب، هوایی نقل و حمل، گسسته انتخاب مدلسازی، نقل و حمل ریزی برنامه، ترافیک

 نقل و حمل در آن کاربرد و فازی تصمیمات سازی مدلو  نقل و حمل مشکلات در روانشناختی عوامل

 ایران می باشد.طوسی خواجه نصیر الدیندانشگاه است. ایشان در حال حاضر عضو هیأت علمی 

 


